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摘要:提出一种基于深度置信网络(DBN)和信息融合技术的轴承故障诊断新方法。首先采用集合经验模式

分解将轴承振动时域信号分解为若干个固有模态函数,并分别输入至若干个DBN中进行故障状态识别,然

后通过简单投票法将每个DBN识别的结果进行决策层信息融合,从而得到轴承故障的最终诊断结果。通过

对单负载和多负载下不同类型和不同损伤程度的滚动轴承故障诊断进行实例分析,验证了本文方法的有效

性和精确性。

关键词:滚动轴承;故障诊断;深度置信网络;信息融合;集合经验模式分解;简单投票法

中图分类号:TH165+.3;TH133.33  文献标志码:A  文章编号:1674-3644(2019)01-0040-05

  滚动轴承是旋转机械中最常见和最关键的零

部件之一,及时准确地掌握其故障损伤情况,对保

障机械设备安全运行、避免经济损失和灾难性事

故具有重要的意义。故障诊断的本质就是模式识

别,而深度学习作为机器学习研究中的一个新领

域,近年来已成功应用于计算机视觉[1]、语音识

别[2]等模式识别领域。与一般的神经网络和机器

学习模型相比,深度学习可以更精确、高效地解决

复杂问题[3]。深度置信网络(deepbeliefnetwork,

DBN)是最具代表性的深度学习技术之一,在故障

诊断中的应用越来越多。Tamilselvan等[4]提出

一种基于DBN的多传感器故障诊断方法,并运

用于 飞 机 发 动 机 和 电 力 变 压 器 的 故 障 诊 断。

Chen等[5]将稀疏自动编码机(SAE)和DBN相结

合进行轴承故障诊断,先从不同传感器振动信号

中提取15种时域特征和3种频域特征,输入到

SAE中进行特征融合,再利用得到的融合特征向

量训练DBN。陶洁等[6]提出基于Teager能量算

子(TEO)和DBN的滚动轴承故障诊断方法,用

TEO提取滚动轴承振动信号中的瞬时能量,输入

到采用层次优化算法调整参数后的DBN模型中

进行故障识别。张淑清等[7]提出基于双树复小波

(DTCWT)和DBN的轴承故障诊断新方法,先用

DTCWT将信号分解,进而提取能量熵作为故障

特征,采用DBN小样本模型对故障进行分类。
虽然DBN已经广泛应用于故障诊断领域,

但仍然存在以下两方面问题:①大多数研究仅将

DBN作为一个分类器,且需要人工提取故障特征

参数作为DBN的输入,因此未能充分利用DBN
的特征提取能力;②利用DBN网络模型对信号

进行表征分析时易忽略局部信息,从而导致故障

识别率不高、诊断系统可靠性差等问题。
为此,本文提出一种基于深度置信网络和信

息融合技术的滚动轴承故障识别方法。首先采用

集合经验模式分解(EEMD)方法将单一传感器采

集的轴承振动时域信号分解为若干个固有模态函

数(IMF),并分别作为各DBN的输入,然后采用

投票表决法将每个DBN识别的结果进行信息融

合,从而获取最终的故障诊断结果。

1 基于DBN和信息融合技术的故

障识别方法

1.1 方法概述

考虑到采用传统DBN方法进行诊断分析时
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主要是针对信号的全局信息,而未能充分利用其

局部信息特征,因此本文建立基于DBN和信息

融合技术的故障诊断模型,其故障识别过程如图

1所示。

图1 故障识别过程

Fig.1Processoffaultrecognition

具体步骤如下:
(1)获取滚动轴承的故障振动信号,对其进行

EEMD分解得到若干IMF。
(2)选取前n个IMF,分别作为n个DBN的

输入。
(3)设定DBN中隐藏层数 N 和学习率ε,并

以无监督学习的方式逐层训练;再利用反向传播

神经网络(BPNN)的误差反向传播原则进行权值

和偏置的微调。
(4)将n个DBN的识别结果采用投票法进行

处理,得到信息融合后的故障诊断结果。

1.2 采用EEMD的信号处理

经验模式分解(EMD)是针对非线性信号的

时频信号分析方法,可以自适应分解数据并获得

一系列IMF。EMD算法非常适合于分析具有非

平稳特性的滚动轴承振动信号。然而在实际应用

中发现,EMD 分解过程中存在模式混合的问

题[8],也就是说,一个IMF中包含不同的频率分

量,或者相同的频率分量被分解为不同的IMF。
为了解决这一问题,研究人员又提出了EEMD算

法[9],该算法的核心是先通过引入具有频率均匀

分布特性的高斯白噪声来抑制模态混频的出现,
再利用EMD方法对原始信号进行重复分解,将
原始振动数据分解为一系列具有不同尺度和连续

特性的IMF。

1.3 DBN的基本构架和训练过程

1.3.1 DBN的基本构架

DBN是由多层受限玻尔兹曼机(RBM)和

BPNN构成的深层神经网络,图2所示为一个由

3个RBM堆叠而成的DBN网络结构模型。多层

体系结构确保DBN可以通过自下而上的学习方

式在RBM序列中进行训练,并通过BPNN进行

自上而下的后向微调学习[10]。

图2 DBN结构示意图

Fig.2StructuraldiagramofDBN

RBM由两层网络组成,即可见层(v)和隐藏

层(h),可见层和隐藏层之间通过权值w 连接,层
内之间相互独立无连接。在DBN中,输入数据

经过底层RBM学习后,底层RBM的隐藏层成为

下一个RBM 的可见层,依次逐层传递。DBN通

过堆叠RBM建立了逐层贪婪学习的连续层次结

构[11]。
在RBM 中,可见单元和隐藏单元分别用vi

和hj表示。可见单元vi 和隐藏单元hj之间连接

的权重用wij表示。ci 表示可见单元vi 的偏置,bj

表示隐藏单元hj的偏置。所有RBM的参数bj、ci

和wij构成DBN中的数据集θ。DBN的能量函数

为:

E(v,h)=-∑
m

i=1
vici-∑

n

j=1
hjbj-∑

m

i=1
∑
n

j=1
vihjwij

(1)

  DBN训练的最终目的是寻找最佳参数θ,以
最小化模型能量误差并使模型处于平衡状态。因

此,利用能量函数来定义v和h 之间的联合概率

分布如下:

P(v,h|θ)= 1
Z(θ)e

-E(v,h|θ),

Z(θ)=∑
v,h
e-E(v,h|θ) (2)

  由于DBN层内无连接,可见节点和隐藏节

点的条件概率分布可通过下式计算:

P(vi|h)= 1
1+exp(-ci-∑

j
hjwij)

(3)

P(hj|v)= 1
1+exp(-bj-∑

i
viwij)

(4)

1.3.2 DBN的训练过程

一般来说,DBN训练过程包括两部分:预训

练和微调。
(1)预训练是一种无监督的学习过程,它使用

未标记的数据来训练单个RBM。DBN可以通过
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自下而上的学习方式在RBM 序列中进行训练,
可从原始的信号数据中提取到较为抽象和高层次

的表达。在预训练中,RBM中的权重和阈值被持

续更新,直到最大迭代次数,关于RBM 网络的更

新规则参见文献[12]。
(2)微调是一种监督学习过程,它利用反向传

播进一步降低训练误差,提高DBN的分类精度。
由于BPNN是监督学习,因此微调使用标签数据

进行DBN训练。与DBN中的无监督训练一次

仅处理一个RBM不同,BPNN同时训练DBN中

的所有层。通过 模 型 输 出 和 标 签 数 据 来 计 算

BPNN的训练误差。反向传播学习持续进行,经
过多次调整即可达到整个DBN最优。

1.4 基于简单投票法的信息融合

最直接的信息融合方法是简单投票法(sim-
plevoting),也称为多数投票法(majorityvot-
ing)[13]。如同选举投票一样,分为被选举者和选

举者。投票规则是,每一选举者都为确定的被选

举者投上一票且仅此一票,得票最多的被选举者

胜出。

2 应用实例分析

2.1 实验数据

为了验证本文方法的有效性,采用美国凯斯

西储大学电气工程实验室提供的滚动轴承振动信

号数据进行分析(http://www.eecs.case.edu/

laboratory/bearing/download.htm)。实验装置

主要包括1.47kW 电机、扭矩传感器、测力器、电
气控制等部件。实验轴承为SKF公司生产的

6205-2RS深沟球轴承,轴承安装在电机的驱动

端,轴承振动信号在3种不同大小的负载下采集

得到,采样频率为12kHz。
实验系统模拟了轴承的正常工作状态以及发

生外圈故障、内圈故障和滚动体故障时的工作状

态,并且每种故障类型都有3种损伤程度。用N
表示轴承正常状态;用IR1、IR2和IR3分别表示

滚动轴承内圈轻、中、重度损伤,对应于内圈损伤

点直径为0.18、0.36、0.53mm。依此类推,OR1、

OR2和OR3分别表示滚动轴承外圈轻、中、重度

损伤状态;BE1、BE2和BE3分别表示滚动体轻、
中、重度损伤状态。

根据0~1.47kW 区间3种负载下的实验数

据,分别构造数据集 A、B和C,每个数据集均包

含轴承正常状态和9种故障类别。每个时域样本

的采样点数为500,每种状态类别可以得到200
个样本。考虑实际情况,每一种故障可能会对应

多种负载,因此综合数据集 A、B和C,得到数据

集D,其包含600个样本。

2.2 轴承振动信号分解

EEMD算法中有两个重要参数,分别为白噪

声的幅值k和总体平均次数M,参照文献[9],取

k=0.1,M=100。以滚动轴承在IR1故障状态下

的原始时域信号为例,经EEMD处理后得到若干

IMF分量,其中前10个如图3所示。

图3 IR1故障振动信号的EEMD分解

Fig.3EEMDdecompositionofIR1faultvibrationsignals

2.3 故障诊断结果与分析

由于通过EEMD得到的IMF中存在对故障

不敏感的分量,本文选取前t个IMF分别作为输

入数据带入DBN,得到t个DBN识别结果,再将

这t个识别结果通过简单投票法处理,得出信息

融合后的故障诊断结果。对于DBN结构参数的

选取,目前尚无成熟理论,理论上来说,隐藏层的

网络层数和节点数越多就越容易挖掘出原始数据

特征,但同时又会出现过拟合问题,计算成本也会

增加[14]。本文中 DBN 模型采用经典的4层结

构,各层节点数分别为500、100、100、10,学习率ε
=0.0001,最终结果取10次实验所得的平均值。
随机选取每个故障类别样本的60%为训练样本,
剩余作为测试样本。

由于篇幅所限,本文仅给出针对单负载数据

集A和多负载数据集D的分析结果。对于单负

载数据集,DBN的迭代次数设为3000;对于多负

载数据集,DBN的迭代次数设为6000;其余参数

均相同。故障识别结果如图4和图5所示,其中

柱状图表示第t个IMF单独输入DBN后的识别

率,折线图表示前t个IMF输入t个DBN后,将t
个识别结果信息融合后的最终识别率。

  从图4、图5可见,原始振动单负载数据集A
和多负载数据集D经EEMD分解后得到不同频
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图4 数据集A的识别结果

Fig.4RecognitionresultsofDatasetA

图5 数据集D的识别结果

Fig.5RecognitionresultsofDatasetD

率段的IMF,将它们分别作为DBN输入数据进

行故障状态识别的准确率除个别数据外均低于

87%。但运用简单投票法将前t个DBN识别的

结果进行信息融合后,识别率随着t的增加而不

断提高,并且当t=10时单负载和多负载下的故

障状态识别率分别达到100%和98.08%。因此

本文提出的故障识别模型不仅可以在单一负载条

件下进行高精度识别,也能够在多种负载共存时

进行故障提取与识别。
为了进一步评估本文方法对轴承故障的识别

能力,将其与传统DBN故障诊断方法和文献[6]
提出的TEO-DBN故障诊断方法进行对比,结果

如表1和表2所示。由表1可见,与TEO-DBN
方法相比,本文方法不需要任何特征提取过程,直
接将振动时域信号作为DBN的输入,在单负载

时的故障识别率更高。结合表1和表2可知,与
未进行信息融合的传统DBN方法相比,本文方

法不仅在单负载条件下故障识别率较高,而且针

对更接近实际工况的多负载情况进行测试时获得

高达98.08%的平均故障识别率,充分验证了该

方法在轴承故障诊断中的有效性和精确性。
表1 不同数据集的识别结果对比

Table1Comparisonofrecognitionresultsofdifferentdata-
sets

方法
故障识别率/%

数据集A 数据集B 数据集C 数据集D

TEO-DBN[6] 94.67 — — —

DBN 79.13 81.13 78.83 86.96
本文方法 100 100 100 98.08

表2 多负载下不同故障类别的识别结果对比

Table2Comparisonofrecognitionresultsofdifferentfault

categoriesundermulti-loadconditon

故障类别
故障识别率/%

本文方法 DBN
N 100 96.25
IR1 97.50 92.92
IR2 100 83.75
IR3 96.67 86.67
OR1 100 80.00
OR2 98.33 93.75
OR3 95.83 65.42
BE1 96.25 80.83
BE2 97.08 94.58
BE3 99.17 95.42
平均 98.08 86.96

3 结语

本文提出一种基于DBN和信息融合技术的

轴承故障诊断新方法,其将原始滚动轴承振动时

域信号进行EEMD分解,得到多个IMF,分别作

为DBN的输入,再将多个DBN的识别结果进行

信息融合。通过对单负载和多负载下轴承故障状

态的识别证明了该方法的有效性。本文方法的优

点在于:①能从IMF中逐层提取信号特征,不需

要提取时域或频域特征;②运用多个DBN网络

模型,可充分发挥DBN特征提取的能力,获得较

高的故障识别率;③不仅适用于轴承的单负载工

况,也适用于接近工程实际的多负载工况。
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Bearingfaultdiagnosisbasedondeepbeliefnetwork
andinformationfusion

JiangLiming1,LiYourong1,XuZengbing1,2,LuGuangtao1

(1.KeyLaboratoryofMetallurgicalEquipmentandControlTechnologyofMinistryofEducation,WuhanUniversity
ofScienceandTechnology,Wuhan430081,China;2.StateKeyLaboratoryofDigitalManufacturingEquipment

andTechnology,HuazhongUniversityofScienceandTechnology,Wuhan430074,China)

Abstract:Anovelmethodforbearingfaultdiagnosiswaspresentedonthebasisofdeepbeliefnetwork
(DBN)andinformationfusiontechnology.Firstly,ensembleempiricalmodedecompositionwasap-
pliedtodecomposethetimedomainsignalofbearingvibrationintoseveralintrinsicmodefunctions
whichwereseparatelyinputtoDBNsforfaultstateidentification.Thenforthepurposeofinformation
fusionatdecisionlevel,thesimplevotingmethodwasusedtocombinethediagnosticresultsbyeach
DBNandobtainthefinalclassificationofbearingfaults.Vibrationsignaldatasetsofrollingbearings
withdifferentfaulttypesanddamagedegreesundersingleloadandmulti-loadconditionswerecollect-
edforalgorithmvalidation.Thefaultrecognitionresultsverifiedtheeffectivenessandaccuracyofthe
proposedmethod.
Keywords:rollingbearing;faultdiagnosis;deepbeliefnetwork;informationfusion;ensembleempiri-
calmodedecomposition;simplevoting
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